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Sammanfattning

Detta är min abstrakt som berättar om vad avhandlingen ska behandla. Abstrak-
ten skrivs till sist.
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Förteckning och termer

Automaton En robot som i detta sammanhang är självlärande

MCTS Monte Carlo sökträd (eng. Monte Carlo Search

Tree)

MDP Markov-beslutsprocess (eng. Markov decision pro-

cess)

SL Övervakad inlärning (eng. Supervised Learning)

UCB Upper Confidence Bounds

.
= Jämställdhetsförh̊allande som är sann enligt defi-

nitionen

π Policy som en agent följer, beslutsfattnings strategi

π(a | s) Sannolikheten att göra en handling a i tillst̊and s

givet en policy π

S En samling av alla möjliga tillst̊and

s, s′ Ett tillst̊and

St Ett tillst̊and vid tiden t

A En samling av alla möjliga handlingar

a, α En handling

At En handling som utförs vid tiden t

Rt Belöningssignalen vid tiden t som bestämmer den

belöningen en agent tilldelas efter en handling

r(s, a) Förväntade belöningen fr̊an tillst̊and s givet att a

utförts

Nt + n Benämningen för n̊agot som sker vid tidsperioden

t+ n där n ∈ R
p(s′ | s, a) Sannolikheten att förflytta sig fr̊an s till s′ givet

att a har utförts

qπ Det bästa värdet givet en policy π

q∗ Den optimala lösningen för ett problem

Qt(a) Den uppskattade optimala lösningen

Q(s, a) Tillst̊and-handlings par

Q[S,A] Tabell över alla tillst̊and och handlingar som

prövats

v∗(s) Den optimala lösningen för ett spel



1 Introduktion

Denna avhandling kommer att behandla hur förstärkt inlärning och spelteori kan

tillämpas för att lära en mjukvaruagent att spela go och klara av att vinna över

människan i go. Detta har ansetts vara en för krävande uppgift för dagens da-

torer och skulle vara inom räckh̊all först om ett flertal år (Silver, Hassabis &

Google DeepMind, 2016; Levinovitz, 2014; Silver, Huang m. fl., 2016). Företaget

DeepMind som utvecklat de mjukvaruagenterna som behandlas har klarat av den-

na milstolpe och besegrat Lee Sedol, artonfaldig världsmästare d̊a matcherna ägde

rum. Det är en orsak till att de teknologier som tillämpats för ändamålet är av in-

tresse för tillfället. Även en generalisering av en förstärkt inlärningsagent kommer

att tas upp för att bevisa att det är möjligt att utveckla en agent som kan lösa

flera olika problem genom en självlärande metod utan en förändring av agentens

arkitektur. Avhandlingen kommer enbart att behandla förstärkt inlärning som är

en av tre kategorier inom maskininlärning, de tv̊a andra är övervakad inlärning

och oövervakad inlärning. De nödvändiga delarna som behövs för tillämpningen

förklaras i avhandlingen för att skapa en överblick och en först̊aelse över de.

Den förstärkta inlärningens förmåga att vinna en människa i brädspel är be-

visat av Silver m. fl. som är tydliga exempel p̊a att förstärkt inlärning med Monte

Carlo sökträd och artificiella neuronnät är ett effektivt sätt att lära en mjukvaru-

agent att spela brädspel (Silver, Huang m. fl., 2016; Silver m. fl., 2017).

Avhandlingens mål är att bevisa att tillämpningen av maskininlärning, spelte-

ori, Monte Carlo sökträd och artificiella neuronnät kan användas för att utveckla

en mjukvaruagent som kan lösa vilket problem som helst. Givet d̊a är att pro-

blemet kan formaliseras med hjälp av spelteori. Tidigare metoder för att lösa

komplexa problem som go har inte till̊atit en tillräckligt effektiv sökning efter

de bästa handlingarna för varje situation. De tidigare metoderna granskas inte i

denna avhandling men i Sektion 5 jämförs förstärkt inlärning mot dessa tidigare

metoder i form av de tidigare bästa datorprogrammen.
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2 Förstärkt inlärning

Förstärkt inlärning (eng. Reinforcement Learning) är metoden inom maskinlärning

som fungerar p̊a principen att lära sig genom att utföra en handling (eng. ac-

tion), och kartlägga hur tillst̊andet p̊averkas av handlingen. Målet för förstärkt

inlärning är att komma till en optimal lösning som resulterar i den största möjliga

belöningen. Förstärkt inlärning arbetar i tidsperioder, där det för varje tidsperi-

od utförs en handling och man därefter flyttar sig en period fram̊at i tiden. Den

som ska lära sig hur den ska agera, mjukvaruagenten, är inte medveten om vad

för handlingar som krävs för att uppn̊a den maximala belöningen utan måste

genom utforskning ta reda p̊a vilka handlingar som resulterar i detta. Agenten

f̊ar en belöning för hur handlingen har p̊averkat omgivningen, vilket bestäms av

värdefunktionen. Det är detta som gör förstärkt inlärning till ett effektivt sätt att

lära en agent hur den ska lösa ett problem utan n̊agon tidigare kunskap om pro-

blemet. Agenten vet de handlingar som är till̊atna enligt de regler som bestämts

för omgivningen. Exempelvis f̊ar agenten veta reglerna för schack för att veta hur

pjäser kan förflyttas men ingen annan information om schack ges. Agenten kan

välja genom att göra en handling som den inte gjort tidigare, utforska, eller välja

en tidigare känd handling, utnyttja. För att en agent ska veta vilka handlingar

som ger den största belöningen, allts̊a utnyttja tidigare kunskap, måste den ha

kunskap om handlingen. Den lär sig detta genom att utforska handlingarna som är

möjliga vid de olika tillst̊anden agenten kan befinna sig i. Ett problem man stöter

p̊a d̊a är att veta när agenten ska välja att utforska eller utnyttja (Sutton m. fl.,

2018, ss. 1-4). Detta bestäms med förstärkta inlärningspolicyn och som beskrivs

i sektion 2.1.

I sv̊arare problem där man tillämpar förstärkt inlärning är det inte tillräckligt

att bara se p̊a handlingen man ska utföra utan även beakta handlingens p̊averkan

p̊a framtida tillst̊and. En viss handling i ett tillst̊and kan leda till att man inte

uppn̊ar den optimala lösningen, utan den har uteslutits av en handling som görs

p̊a grund av den policy som bestämts p̊a förhand. Det betyder inte att en handling

som har en negativ p̊averkan eller en lägre belöning för tillfället inte lönar sig, utan

den kan öppna upp tillst̊and som i slutändan ger en större belöning. Därför är det

viktigt att bestämma en policy som l̊ater agenten hitta den optimala lösningen

genom att utforska ett godtyckligt antal olika tillst̊and och handlingar, dock är det

oftast inte möjligt att i större problem utforska varje tillst̊and och handling. Detta

p̊a grund av komplexiteten av problemet där dagens processorkraft inte räcker till,

2



det skulle ta hundratals år förrän alla möjligheter har utforskats (Shannon, 1950).

2.1 Delelement av förstärkt inlärning

Förstärkt inlärning använder sig av en måldriven mjukvaruagent som genom att

växelverka med sin omgivning ska lösa ett problem. Mjukvaruagenten befinner

sig i en omgivning, till exempel en spelare vid ett spelbräde eller ett fartyg p̊a

havet. Utöver agenten och omgivningen är det möjligt att identifiera fyra andra

delelement som tillsammans gör förstärkt inlärning till vad det är, ser till att det

fungerar och n̊ar målet, allts̊a finner en lösning (Sutton m. fl., 2018, ss. 6-7).

Policyn definierar agentens alternativ att handla givet ett tillst̊and. Handling-

arna kartläggs s̊a ett en policy π : S × A → [0, 1] (Machad, 2019, ss. 8-7) där S
är tillst̊andet agenten befinner sig i och A är de handlingar agenten kan utföra i

det tillst̊andet den befinner sig i. Policyn kartlägger sannolikheten för att välja en

handling givet ett tillst̊and. Målet för en optimal policy är att uppn̊a den största

möjliga belöningen. Policyn bestämmer beteendet hos agenten och är generellt

stokastisk (Sutton m. fl., 2018).

Belöningssignalen Rt (eng. reward signal) är den funktionen i ett förstärkt

inlärnings system som bestämmer agentens mål för att lösa ett problem genom

förstärkt inlärning. Målet är ett förutbestämt tillst̊and. När tillst̊andet är uppn̊att

har problemet lösts som den förstärkta inlärningen var ämnad för. Detta kan vara

att vinna ett spel av schack eller att placera l̊ador p̊a varandra. Agentens mål är

att samla ihop den största möjliga belöningen över hela perioden. Den belönas för

varje tidssteg, handling som den gör, med ett tal Rt ∈ R som berättar för agenten

om den gör en bra eller d̊alig handling. Denna belöningssignal är en viktig del

av den förstärkta inlärningen för att agenten ska lära sig när den gjort korrekta

handlingar (Sutton m. fl., 2018).

Värdefunktionen (eng. value function) används för att bestämma vad som är

bra för agenten p̊a l̊ang sikt. Värdefunktionen bestämmer vilken belöning agenten

kan förvänta sig när den befinner sig i ett tillst̊and. Detta till̊ater agenten att

veta vilka tillst̊and som är önskvärda och vilka som inte är det. Belöningssignalen

berättar endast om belöningen för ett diskret tidssteg vilket behövs för att kartlägga

de olika handlingarna, men värdefunktionen kan berätta för agenten om ett till-

st̊and är önskvärt för målet. Belöningssignalen för ett tillst̊and kan vara d̊alig för

stunden, men det betyder inte att värdefunktionen ocks̊a är d̊alig för agentens

mål (Sutton m. fl., 2018).
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En modell av omgivningen är användbar d̊a man vill planera möjliga hand-

lingar innan de ska utföras. Modellen kan simulera omgivningen s̊a att man kan

dra en slutsats ang̊aende hur en handling kommer att p̊averka omgivningen före

den görs. Modellen är endast användbar d̊a man vet vilken omgivning man be-

finner sig i, modellbaserade problem (eng. model-based problems). Om det inte

är möjligt att skapa en modell för problemet kallas det modellfria problem (eng.

model-free problems). Det är de modellfria problemen som i sin grund är problem

som bäst löses med förstärkt inlärning, eftersom agenten inte har n̊agon tidiga-

re kunskap om vare sig omgivningen eller handlingar och agenten m̊aste lära sig

genom försök och misstag (eng. trial-and-error) hur problemet ska lösas. I modell-

baserade problem har det p̊a förhand använts information om spelet för att lära

agenten utifr̊an tidigare kunskap (Machad, 2019, s. 12). Ett exempel är AlphaGo

som lärde sig att spela go med ett övervakat inlärningspolicy neuronnät (eng.

SL policy network) som tränats med hjälp av expertspelares drag (Silver, Huang

m. fl., 2016).

2.2 Markovs-beslutsprocess och en lärande autonom

Ett ramverk för att definiera vad som skiljer agenten fr̊an omgivningen samt

hur omgivningen kan p̊averkas av agenten och vad återkopplingen i det fallet är

behövs. Detta ramverk kan ocks̊a användas för att formalisera problemet och med

hjälp av det veta att problemet lösts i enlighet med m̊alet som är definierat p̊a

förhand. Det är med andra ord en betydlig abstraktion av en måldriven agents in-

teraktioner med sin omgivning. Användningen av en Markov beslutsprocess (eng.

Markov Decision Process), förkortat MDP, är en viktig del av förstärkt inlärning

och förstärkt inlärning använder sig generellt av en finit Markov beslutsprocess

(Sutton m. fl., 2018, p. 47-68). En MDP är en matematisk formel för hur en agent

interagerar med sin omgivning och f̊ar återkoppling, belöning, fr̊an omgivningen

beroende p̊a hur omgivningen har p̊averkats. Narendra & Thathachar beskrev hur

en MDP kan användas för att lösa problem genom att lära sig hur omgivningen

förändras p̊a grund av handlingar (Narendra & Thathachar, 1974). En lärande

automaton (eng. learning automaton) beskriver en självlärande robot som genom

att interagera med sin omgivningen kan lära sig. Termen automaton är l̊anad fr̊an

Narendra & Thathachar och detta för att undvika att termen automaton inte är

ekvivalent med en förstärkt inlärningsagent eller är bunden till en fysisk robot.
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Figur 1: Självlärande automaton. Modifierad fr̊an (Narendra
& Thathachar, 1974).

I Figur 1 ser vi ett förenklat ramverk för en lärande automaton, där α är

en handling av typ α ∈ A. Återkopplingen, x, är den signal som berättar hur

omgivningen p̊averkats av en handling, detta kan tänkas motsvara Rt och St i RL

(Narendra & Thathachar, 1974, s. 325).

Formellt definieras en MDP som en tupel med fyra element (S,A, p, r) (Machad,

2019). För en MDP gäller det att S är alla de möjliga tillst̊anden, A är de hand-

lingar som kan utföras, p är överföringsfunktionen som bestämmer nästa tillst̊and

St+1 enligt

p(s′ | s, a)
.
= Pr(St+1 = s′ | St = s, At = a)

För varje handling At fr̊an ett tillst̊and St beräknas en belöning r enligt

r(s, a)
.
= E[Rt+1 | St = s, At = a]

(Machad, 2019; Sutton m. fl., 2018). Tecknet E(x) st̊ar för förväntan av ett

slumpmässigt värde x. Agenten interagerar med omgivningen i distinkta tids-

steg som utförs stegvis t = 0, 1, 2, 3, .. och vid varje steg f̊ar agenten veta vad

tillst̊andet St ∈ S är. Utifr̊an tillst̊anden gör agenten en handling At ∈ A och

efter interaktionen mottar agenten en belöningssignal Rt och agenten kommer till

nästa tillst̊and St+1 (Sutton m. fl., 2018; Gomez Rosal, 2018). Det är därmed

möjligt att beskriva en lärande automaton eller en förstärkt inlärningsagent som

lär sig med hjälp av MDP som en ändlig samling tupler

(S0, A0, R1), (S1, A1, R2), (S2, A2, R3), ...
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som genomförs tills målet är uppn̊att. I figur 2 illustreras hur ett distinkt tids-

steg utförs. Denna sekvens med tupler utförs tills agenten uppn̊att ett terminalt

tillst̊and.

Figur 2: Ramverk för en MDP i förstärkt inlärning. Modifi-
erad fr̊an (Sutton m. fl., 2018).

2.3 Utforska eller utnyttja

En av de grundläggande problemen inom förstärkt inlärning är att utforska eller

utnyttja (eng. exploration vs explotation) (Coggan, 2004). Detta problem existe-

rar varken i övervakad inlärning eller i oövervakad inlärning utan är ett specifikt

problem för förstärkt inlärning (Sutton m. fl., 2018). Förstärkt inlärning handlar

om att genom försök och misstag lära sig att lösa ett problem (Buduma & Loca-

scio, 2017). För att komma fram till den optimala lösningen för ett problem måste

en balans mellan utforskandet av omgivningen och utnyttjandet av tidigare ut-

forskning hittas. Att utforska är att välja en handling som medför en osäkerhet för

agentens mål i den stunden handlingen utförs men som kan leda till nya handling-

ar och tillst̊and som genererar en större belöningen för agenten. Före handlingen

utförs vet inte agenten om handlingens framtida värde, värdefunktionen, eller den

direkta belöningen, belöningssignalen. När agenten väljer att utnyttja betyder det

att använda sig av tidigare kunskap och välja de handlingarna som maximerar

belöningen för det agenten vet är den bästa lösningen. Detta betyder inte att den-

na lösning som endast utnyttjar är den bästa för hela problemet utan endast den

agenten vet om. Att endast förlita sig p̊a utnyttjande fungerar inte p̊a grund av att

om agenten aldrig utforskar sin omgivningen och dess möjliga tillst̊and kommer

agenten aldrig hitta den optimala lösningen. Det är därför väsentligt att hitta en

balans mellan att utforska och utnyttja.
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Det existerar flera olika strategier som kan tillämpas för förstärkt inlärning som

alla har för- och nackdelar för att lösa utforska eller utnyttja problemet. Strategier-

na kan delas in i tv̊a grupper policy-värdesstrategier och värdeshandlingsstrategier

(Coggan, 2004). Om agenten visste värdet q∗(a) för alla handlingar a är det tri-

vialt för den att lösa ett problem. Eftersom det inte är möjligt för agenten att för

varje problem veta exakt vilka handlingar som leder till att q∗(a) uppn̊as måste

agenten istället genom försök och misstag ta sig fram till ett uppskattat värde

Qt(a). Värdet av Qt(a) skall d̊a vara s̊a nära q∗(a) som möjligt, d̊a q∗(a) är den

optimala lösningen p̊a ett problem som medför den maximala belöningen för agen-

ten. Om agenten följer en policy π är värdet för en handling a lika med qπ(s, a)

för ett givet tillst̊and s.

2.3.1 Värdeshandlingsstrategi

En girig (eng. greedy) strategi g̊ar ut p̊a att alltid välja den handlingen som garan-

terar den största belöningen i det tillst̊andet agenten befinner sig i. Girig strategi

ser inte p̊a det framtida värdet av en handling utan endast den direkta belöningen.

Agenten utnyttjar tidigare kunskap om handlingarna och dess belöning och lägger

ingen tid p̊a andra lösningar. Den giriga strategin kan definieras som

At
.
= argmaxaQt(a)

där At är den handlingen som ger den största belöningen och Qt är den uppskat-

tade belöningen vid tidsperiod t.

Om agenten istället med en liten sannolikhet E väljer en handling a vid ett till-

st̊and s med lika stor sannolikhet för varje handling vid det tillst̊andet kallas det

en E-girig (eng. E-Greedy) strategi. En E-girig strategi kan leda till tillst̊and där

den slumpmässigt valda handlingen leder till en belöning som kan vara sämre eller

bättre för agentens m̊al. Efter en s̊adan handling kan agenten lära sig ifall den

hittat en optimal handling för det tillst̊andet när den utforskat alla möjligheter,

med hänsyn till tidigare belöningar.

UCB (eng. Upper-Confidence-Bound) är en algoritm som givet ett tillst̊and kan

tillämpas vid val av en handling. Där en girig och en E-girig strategi endast ser

p̊a värdet av en handling och väljer en handling fr̊an den direkta belöningen, ser
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UCB algoritmen p̊a de övriga handlingarna med hänsyn till dessa handlingarnas

potential att vara en optimal handling (Sutton m. fl., 2018). En handling med

UCB väljs enligt

At
.
= argmaxa

[
Qt(a) + c

√
ln t

Nt(a)

]
där c är en konstant som kontrollerar graden av utforskning, ln t är naturliga lo-

garitmen av antalet tidsperioder t som körts, och Nt(a) bestämmer hur många

g̊anger a har blivit vald före t. Denna strategi till̊ater att för varje g̊ang en hand-

ling a väljs sjunker osäkerheten för den handlingen. Användningen av ln ser till

att alla handlingar kommer att utföras men handlingar som utförts flera g̊anger,

kommer att väljas färre g̊anger med tiden.

UCB algoritmen har visat sig vara en effektiv strategi jämfört med E-girig, som en-

dast presterar sämre än E-girig strategin i början d̊a agenten väljer slumpmässiga

handlingar för att bygga p̊a sin kunskap om problemet, se figur 3.

Figur 3: Medeltalet av belöningen jämfört mellan UCB och
E-girig. Modifierad fr̊an (Sutton m. fl., 2018) och resultatet
är fr̊an en testbädd av en 10-armad bandit.
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2.3.2 Policy-värdesstrategi

Policy-värdesstrategier kan delas in i tv̊a grupper on-policy- och off-policystrategier.

En off-policystrategi lär sig den optimala policyn oavsett agentens policy s̊a länge

alla tillst̊and-handlingspar, Q(s, a), utforskas och uppdateras. On-policy däremot

lär sig värdet av policyn som agenten följer och med de handlingarna agenten

utför d̊a agenten utforskar sin omgivning och de olika tillst̊and-handlingsparen

den kan utforska (Poole & Mackworth, 2017).

Sarsa är en strategi som ser p̊a värdet för varje tillst̊and-handlingspar Q(s, a) och

uppskattar qπ(s, a). Benämningen för Sarsa kommer fr̊an hur strategin värderar

en tupel av (St, At, Rt+1, St+1, At+1). Detta värde qπ sparas i minnet för agenten

s̊a när den nästa g̊ang hamnar i det tillst̊andet vet agenten den bästa handlingen

att utföra. Strategin uppskattar qπ hela tiden med hänsyn till policyn π, som i sin

tur uppdateras girigt mot qπ. Strategin kan lära sig genom att uppdatera policyn

till att undvika tillst̊and som är d̊aliga för agentens m̊al (Poole & Mackworth,

2017). Strategin konvergerar mot en optimal policy om agenten till̊ats besöka alla

tillst̊and-handlingspar ett oändligt antal g̊anger.

Q-learning uppskattar den optimala tillst̊and-handling strategin, q∗, utan att ta

hänsyn till den policy som används (Sutton m. fl., 2018). Det betyder att agen-

ten som använder sig av strategi Q-learning kan utföra en handling som har en

negativ inverkan p̊a belöningen, jämfört med Sarsa som kan lära sig att undvika

detta tillst̊and-handlings par genom att uppdatera policyn. Strategin ser p̊a en tu-

pel (St, At, Rt+1, St+1) som beskriver en handling At i tillst̊and St och belöningen

Rt+1 som agenten f̊ar samt till vilket tillst̊and St+1 agenten kommer till. Denna

tupel sparas sedan som en tillst̊and-handlings par Q(s, a) i en tabell Q[S,A] som

agenten sparar i sitt minne och kan s̊aledes komma åt tidigare utforskade Q(s, a)

(Poole & Mackworth, 2017).

2.4 Monte Carlo sökträd

Monte Carlo sökträd (eng. Monte Carlo Tree Search), förkortat MCTS, är en

relativt ny tillämpning av sökträd i beslutsfattningen inom förstärkt inlärning.

MCTS är en heuristisk sökalgoritm som används vid bearbetning av beslutsfat-

tandet för en förstärkt inlärningsagent. En exekvering av MCTS utförs s̊a länge
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det finns outforskade handlingar, tiden har tagit slut eller n̊agon annan resurs är

förbrukad, exempelvis lagring av alla Q(s, a). Figur 4 illustrerar en exekvering av

ett sökträd. Varje g̊ang en förflyttning sker till ett nytt tillst̊and i sökträdet som

tidigare inte utforskats exekveras MCTS igen för att än en g̊ang hitta den bana

som har det bästa värdet. Användningen av just detta sökträd som gör det mera

funktionellt jämfört med andra sökträd är tillg̊angen till uppskattningen av värdet

för en bana som agenten kan välja att utföra. Uppskattningen av värdet f̊as av

Monte Carlo simuleringar som efterhand styr simuleringarna mot mera givande

alternativ (Sutton m. fl., 2018, s. 185).

Figur 4: En exekvering av Monte Carlo sökträd, MCTS ex-
ekveras x antal g̊anger tills målet är uppn̊att.

MCTS är en stokastisk simulering av ett sökträd som utnyttjar bäst-först

sökning (eng. best-first search) (Chaslot m. fl., 2008). Alla finita spel kan simuleras

med MCTS. Där tidigare metoder blivit utmattade i sökningen av den bästa

lösningen, har MCTS tack vare fokuseringen av sin sökning mot mera lönsamma

grenar i sökträdet visat att alla möjligheter inte behöver granskas (Silver m. fl.,

2018). Simuleringen av spel sker genom slumpmässigt valda drag i Urval och

genom att simulera ett godtyckligt antal slumpmässiga spel med Utveckling och

Simulering är det möjligt att dra slutsatser vilka strategier som är lönsamma

givet ett tillst̊and med Återkopplingen. Antalet slumpmässigt simulerade spel

är beroende p̊a spelets möjliga tillst̊and och det bestäms enligt tillämpningens
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behov. Se Tabell 2 senare för exempel p̊a spelträdskomplexitet. Nedan förklaras

de fyra olika stegen i MCTS.

1. Urval Fr̊an roten av trädet flytta till ett löv som är outforskat och inte

är en terminal nod. Förflyttningen sker enligt en trädpolicy som balanserar

utforskning av trädet och utnyttjandet. Speciellt med Monte Carlo sökträd

är möjligheten att styra utforskandet mot mera givande alternativ.

2. Utveckling Skapa en eller flera noder fr̊an lövet med handlingar som är

till̊atna i det tillst̊andet man befinner sig i.

3. Simulering Simulera ett spel tills målet är uppn̊att för den simuleringen,

simuleringen sker med slumpmässigt valda handlingar.

4. Återkoppling Med resultatet fr̊an simuleringen uppdateras alla noder p̊a

den väg som valts i urvalet. Därefter utförs en exekvering av MCTS igen

tills alla möjliga handlingar prövats.
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3 Artificiella neuronnät

Artificiella neuronnät (eng. neural network) tillämpas inom förstärkt inlärning

för att med ett tillst̊and räkna ut den optimala lösningen för det tillst̊andet. Ett

neuronnät kan tränas s̊a det klarar av att uppskatta lösningen med hänsyn till

omgivningens tillst̊and. Tidigare metoder exempelvis tabeller kräver att alla till-

st̊and är kända för att uppn̊a samma resultat. Detta till̊ater neuronnätet att vara

mycket mera dynamiskt än tidigare metoder för att finna den bästa lösningen för

ett tillst̊and. Artificiella neuronnät är en konstgjord förenkling av hjärnan. Den

mänskliga hjärnan best̊ar av ungefär 1011 neuroner som är sammankopplade med

övriga neuroner via dendriter och axoner (Gurney, 1997). Inom maskininlärning

simplifieras hjärnan till ett nätverk av noder, neuroner, som sammankopplas med

nodernas ing̊angar (dendriter) och utg̊angar (axoner). Vid inputlagret är det

ing̊angsnoderna som läser in data och för outputlagret är det utg̊angsnoderna

som genererar resultatet, utdata.

Figur 5: Ett artificellt neuronnät.

Ett enkelt artificiellt neuronnät kan ses i Figur 5. Neuronnätet har tre stycken

ing̊angsnoder, ett gömt lager och tv̊a stycken utg̊angsnoder. Neuronät med flera

än tv̊a gömda lager kallas för djupa neuronnät.
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Det första som sker i en nod är summering av alla ing̊angsvärden

xa =
n∑
i=1

wixi

där xa är summan av indata, xi är indata och wi är vikten för den indata. Efter

det beräknas nodens resultat med en aktiveringsfunktion (Sutton m. fl., 2018;

Gurney, 1997). Aktiveringsfunktionen är en icke-linjär funktion, exempelvis en

sigmoidfunktion, men även en tröskelfunktion g̊ar att använda. Valet av aktive-

ringsfunktion beror p̊a tillämpningen. En sigmoidfunktion kan vara en logistisk

funktion definierad som f(x) = 1/(1 + e−x). En tröskelfunktion definieras enligt

f(x) = 1 om x ≥ θ och resultatet är d̊a ett binärt tal om x är större eller lika med

ett tröskelvärde θ (Sutton m. fl., 2018). Användningen av gömda lager till̊ater

ett neuronnät att komma till en slutsats hur specifika värden av indata p̊averkar

resultatet med hänsyn till alla andra värden. De gömda lagren gör det möjligt

att hitta samband mellan indata och resultatet som kan g̊as miste om ifall gömda

lager inte används. Dock måste antalet gömda lager balanseras för att undvika

att neuronnätet hittar samband mellan indata och resultatet som inte existerar.

För att bestämma att ett neuronnät har tränats korrekt, s̊a att noggrannheten av

det uppskattade resultatet stämmer kräver det att det finns korrekta resultat som

sedan kan jämföras med det uppskattade värdet av neuronnätet. P̊a detta vis är

det även möjligt att ändra p̊a aktiveringsfunktionerna och vikterna av specifika

värden för att komma närmare det korrekta resultatet.

Tillämpningen av artificiella neuronnät har p̊a de senaste åren ökat som re-

sultat av framsteg inom omr̊adet (Sutton m. fl., 2018; Silver, Huang m. fl., 2016).

Det är dock inte ett måste att använda sig av neuronnät, men effektiviteten av

neuronnäten har lett till att de används i de flesta tillämpningar, se sektion 5.
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4 Spelteori

Ett problem som kan lösas med förstärkt inlärning kräver att det finns ett mål som

kan uppn̊as för agenten. För att veta vad den bästa strategin är för uppn̊a m̊alet

givet problem är det möjligt att formalisera problemet med hjälp av spelteori.

Detta leder till att det g̊ar att matematiskt bevisa den bästa strategin. Det var

von Neumann & Morgenstern som i början p̊a 40-talet publicerade en bok, Theory

of Games and Economic Behaviour, om spelteori (eng. game theory) som lade

grunden för spelteorin och en stor del av grundidéerna fr̊an spelteorin kan ses

tillämpas i förstärkt inlärning (von Neumann & Morgenstern, 1953). Spelteori

är en matematisk formalisering av hur tv̊a eller flera aktörer interagerar med

varandra och hur deras handlingar p̊averkar de andras välfärd (Myerson, 1997).

Grundidén med spelteori kan tänkas utg̊a fr̊an ett spel mellan tv̊a personer där

en spelare kan vinna en mängd och det förutsätter att motst̊andaren d̊a förlorar

motsvarande del i spelet, med andra ord ett nollsummespel. Ett tv̊a personers

nollsummespel som är finit kan formaliseras med följande variabler X, Y och A.

Där X är en samling över alla handlingar den ena spelaren kan göra och Y är den

andra spelarens handlingar. VariabelnA är ett tal som representerar värdet av ett

par av handlingar A(x, y), d̊a x ∈X och y ∈ Y . Värdet A är återkopplingen till

spelarna för deras handlingar. De b̊ada spelarna väljer en strategi som bestämmer

hur spelaren kommer att agera under spelets g̊ang för alla tänkbara situationer.

Givet spelet som kan ses i Tabell 1 där tv̊a spelare har tre stycken strategier var,

handlingar, kan det utläses en mängd olika strategier som är av bättre värde för

var spelare.

Spelare 1 kan göra den största vinsten i det fallet där hen väljer strategi

nummer 2, men detta endast om spelare 2 väljer strategi nummer 2. Detta leder till

en osäkerhet i val av strategi för spelare 1 om hen inte är säker p̊a spelare nummer

2:s val. I det utfallet vinner spelare 1 ett värde p̊a fyra. Däremot om spelare 2 väljer

strategi nummer 3 leder det till en förlust p̊a ett värde av tv̊a för spelare 1. Det

visar att ett kortsiktigt tänkande om den direkta belöningen kan leda till förlust

i framtiden. Spelare 1 vet dock att den största förlusten kan hen göra d̊a strategi

nummer tre väljs och hen kommer aldrig att förlora om strategi nummer ett väljs.

Ett annat sätt att tänka p̊a detta problem är att välja en strategi där man riskerar

att förlora den minsta andelen i spelet oberoende av vilket val motst̊andaren

gör. För ett enkelt problem som kan utformas p̊a detta sätt är det enkelt att se

den bästa strategin för var spelare. I mera komplexa problem där belöningen för
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varje strategi kan förändras under spelets g̊ang måste mera komplexa modeller

tillämpas. Detta exempel kan jämföras med problemet i förstärkt inlärning och

valet av en policy för hur en agent ska agera givet en situation (Sutton m. fl.,

2018). I den förstärkta inlärningen används belöningssignalen och värdefunktionen

för att bestämma hur agenten ska agera och vad som är den bästa handlingen för

framtida belöningar.

Spelare 2

1 2 3
S
p

el
ar

e
1 1 0 2 1

2 -1 4 -2

3 -2 -3 3

Tabell 1: Ett enkelt spel med tv̊a stycken spelare och deras
belöning givet deras val samt motst̊andarens val. Tabellen är
tagen ur Ruist (1949).

4.1 Spel med perfekt information

Spel som har perfekt information är de spel där all information finns tillgänglig

för alla spelare (Ferguson, 2014). Exempelvis i spelet tre i rad vet bägge spelare

alla tidigare drag och alla de drag som är möjliga. Alla dessa spel har en op-

timal lösning definierad v∗(s) som är en värdefunktion vilken givet ett tillst̊and

ger den optimala lösningen (Silver, Huang m. fl., 2016). Ifall v∗(s) är känt är det

möjligt att vinna ett spel eller att spelet slutar oavgjort om spelarna följer den

strategin definierad av v∗. För ett spel som tre i rad är det möjligt att veta v∗ p̊a

grund av att spelträdskomplexiteten är bara 26, 830 (Schaefer, 2002). Jämför med

spelträdskomplexiteten för schack som är 10123 är det helt enkelt inte möjligt att

beräkna v∗, vilket leder till problem d̊a man vill utveckla mjukvaruagenter som

kan vinna alla de tidigare bästa spelare. En tillämpning som inte behöver pröva

alla möjligheter givet ett problem, utan kan genom att pröva sig fram hitta strate-

gier som leder till en lösning som är godtyckligt nära v∗ givet ett tillst̊and s behövs.
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5 Tillämpning av förstärkt inlärning

Tillämpningen av förstärkt inlärning visas med tre olika tillämpningar som visar

utvecklingen av den förstärkta inlärningen. Den förstärkta inlärningen visar en

niv̊a av artificell intelligens som tidigare ans̊ags att inte skulle uppn̊as förrän

om flera år (Levinovitz, 2014). De olika metoderna är utvecklade av DeepMind.

Företaget grundades 2010 av Demis Hassabis, Shane Legg och Mustafa Suleyman

och riktar in sig p̊a tillämpningen av maskininlärning inom flera olika omr̊aden.

I början var målet för DeepMind att utveckla en förstärkt inlärningsagent som

kan spela brädspelet go men att sedan generalisera modellen och tillämpa den

förstärkta inlärningsagenten i flera spel, sektion 5.5. Go har varit ett intressant

brädspel för att testa artificiell intelligens efter att Deep Blue år 1994 vann över

Garry Kasparov vilket man d̊a ans̊ag var ett bevis p̊a artificiell intelligens. Idén att

utveckla ett datorprogram som kan vinna över den bästa människan i go blev av

större intresse efter det (Levinovitz, 2014). Problematiken med att skapa ett dator-

program för att spela go är p̊a grund av spelträdskomplexiteten. Tabell 2 visar till-

st̊and-handlingskomplexiteten och spelträdskomplexiteten för de brädspelen som

kommer att behandlas. Tillst̊and-handlingskomplexiteten är antalet till̊atna till-

st̊and som kan n̊as fr̊an det första tillst̊andet s0. Spelträdskomplexiteten är antalet

löv i ett spelträd över alla möjliga lösningar. Graden av komplexiteten visar att

tidigare lösningar för att spela brädspel inte är möjliga att tillämpa för go. En ny

metod var tvungen att utvecklas för att klara av detta problem.

Brädspel Q(s, a) Spelträdskomplexitet

Schack 1046 10123

Shogi 1071 10226

Go 10172 10360

Tabell 2: Antal Q(s, a) och spelträdskomplexiteten. Fr̊an
(Herik m. fl., 2002).

De tre tillämpningarna som kommer att studeras är AlphaGo, AlphaGo Zero

och AlphaZero. Av AlphaGo existerar det tv̊a olika versioner som namnges Alp-

haGo Fan och AlphaGo Lee för att skilja p̊a dessa. Skillnaden kommer fr̊an att

AlphaGo Fan var den första iterationen av AlphaGo som 2015 vann över Fan Hui

och efter det tränades en ny version som i sin tur vann över Lee Sedol (Silver,

Huang m. fl., 2016). Alla de ovannnämnda versioner spelade ocks̊a mot sina bästa
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motst̊andare för var spel och mot den tidigare versionen, exempelvis AlphaGo Fan

mot AlphaGo Zero.

5.1 Elo-rating som m̊att av styrka

För att mäta styrkan mellan dessa olika metoder används Elo. En skillnad p̊a

230 Elo mellan tv̊a spelare ger en sannolikhet p̊a 79% för den starkare spelaren

att vinna (Silver, Huang m. fl., 2016). Elo utvecklades i början för schack men

har sedan tillämpats i en stor mängd olika spel. I go finns även en dan-skala som

delas in i tre olika grupper, i Figur 7 kan ses hur dan motsvarar Elo. I denna

avhandling används dock Elo som mått p̊a styrka eftersom resultaten använder

sig av Elo istället för dan.

5.2 Tillämpningen av Monte Carlo sökträd

Monte Carlo sökträd har visat sig vara en framg̊angsrik strategi för beslutsfattan-

det av handlingar. Illustrerat i Figur 6 är rangen för de bästa datorprogrammen

som spelat go p̊a https://www.gokgs.com/ och hur rangen för de datorprogram-

men har utvecklats sedan MCTS har tagits i bruk. Fr̊an och med 2006 har alla de

bästa datorprogrammen använt sig av MCTS.

Figur 6: Utvecklingen av rang för datorprogram som spelar
GO p̊a https://www.gokgs.com/. Graf modifierad fr̊an Mciura
(2013).
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En amatör spelare anses vara 2 dan p̊a denna skala och 6 dan är en stormästare

(eng. grandmaster). Dan är ett m̊att som används för att jämföra hur bra spelare

är sinsemellan i go. År 2016 belönades AlphaGo med honorär titel som 9 dan, den

högsta rangen inom GO (Wikipedia contributors, 2020).

5.3 AlphaGO

AlphaGo var första datorprogrammet utvecklat av DeepMind för att spela go. Da-

torprogrammet s̊ag stor framg̊ang jämfört med tidigare datorprogram som försökt

sig p̊a att vinna människan i go (Silver, Hassabis & Google DeepMind, 2016).

Året 2015 vann AlphaGo första g̊angen över en expertspelare i go p̊a ett fullstort

bräde, allts̊a 19× 19, utan handikapp och blev därmed det första datorprogram-

met som har klarat av det. Detta var möjligt tack vare tillämpningen av Mon-

te Carlo sökträd och artificiella neuronnät.P̊a grund av komplexiteten av go är

användningen av ett normalt sökträd inte rimligt. MCTS möjliggör att sökträdet

fokuserar sin utvidgning mot riktningar som har ett högre värde. P̊a det sättet

styrs lösningen mot den optimala lösningen utan att alla tänkbara situationer

behöver kartläggas för tillst̊andet agenten befinner sig i. Policyn kommer därmed

konvergera mot den optimala lösningen q∗ (Silver, Huang m. fl., 2016). Endast

tillämpningen av MCTS räcker inte till för att vinna utan användningen av arti-

ficiella neuronnät var ocks̊a ett behov för att uppn̊a m̊alet. Ett SL neuronnät pσ

tränades med hjälp av expertspelares drag. Ett policy neuronnät pπ tränades med

idén att snabbt ta stickprov p̊a handlingar under träningen. För att förbättra pσ

användes ett förstärkt inlärnings neuronnät pρ genom att optimera slutläget i spel

mot sig själv som förbättrar policyn. Utöver det tränades ett värdes neuronnät

vθ som förutsäger vinnaren av pρ i spelen mot sig själv (Silver, Huang m. fl.,

2016). Första steget var att träna pσ för att förutsäga expertspelares drag genom

att använda ett speltillst̊and s ∈ S. Neuronnätet bestod av 13 lager och tränades

med data fr̊an KGS Go Server. Neuronnätet åstadkom en noggrannhet p̊a ungefär

55% när den gissade expertspelares drag (Silver, Huang m. fl., 2016). Följande steg

var att träna pρ genom att spela mot sig själv. Slumpmässigt valdes det en tidi-

gare iteration av pρ som sedan spelade mot den aktuella pρ. Neuronnätet pρ var

identiskt till pσ men när de spelade mot varandra vann det förstärkta inlärning

neuronnätet pρ 80% av spelen (Silver, Huang m. fl., 2016). Strategin vald för att

förbättra pρ var policy fallande (eng. policy gradient) som förlitar sig p̊a policyn

istället för värdefunktionen (Sutton m. fl., 2018). Sista steget var att evaluera

18



en värdefunktion v och förutsäga slutläget givet ett tillst̊and s d̊a b̊ada spelarna

följer samma policy π (Silver, Huang m. fl., 2016).

Figur 7: Jämförelse mellan olika datorprogram utvecklade
för att spela go och deras rang. Tagen fr̊an (Silver, Huang
m. fl., 2016).

Figur 7 visar rangen av AlphaGo jämfört med tidigare datorprogram samt Fan

Hui som är en expert go-spelare. AlphaGo utklassade alla andra och vann 99,8%

av spelen mot datorprogram och fem av fem spel mot Fan Hui. Efter vinsten mot

europeiska mästaren Fan Hui, skapades en ny version av AlphaGo kallad Alpha-

Go Fan som spelade mot Lee Sedol. Lee Sedol var en artonfaldig världsmästare i

go vid tidpunkten matcherna spelades. AlphaGo Fan vann fyra av fem spel mot

Lee Sedol och bevisade att förstärkt inlärning är en värdig motst̊andare i go. En

milstolpe som tidigare ansetts vara inom räckh̊all först om tio år blev till en verk-

lighet d̊a artificiell intelligens vann över en av de bästa spelarna i go (Levinovitz,

2014).

5.4 AlphaGo Zero

AlphaGo Zero var nästa generation av datorprogram ämnat för att spela go. Den-

na iteration fungerade helt utan tidigare kunskap om spelet go, det är fullständigt

självlärt. Jämför med AlphaGo som lärde sig drag fr̊an expertspelare fr̊an KGS

Go Server, sektion 5.3. AlphaGo Zero tillämpade endast ett neuronnät fθ och ett
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mycket enklare sökträd. Neuronnätet fungerade b̊ade som ett policy neuronnät

pπ och ett värdes neuronnät vθ. Sökträdet, som var ett MCTS, förlitade sig p̊a

ett enda neuronnät utan att genomföra Monte Carlo simuleringar (eng. Monte

Carlo rollouts), se Sektion 2.4, för att evaluera tillst̊and och drag. Neuronnätet

fθ tränades med ett speltillst̊and s och historiken för s. Resultatet fr̊an ett spel-

tillst̊and var (p, v) = fθ(s) där p är en vektor med sannolikheterna att välja en

handling a och v är en skalär uppskattning om den aktuella spelaren kommer att

vinna givet s. För varje s exekverades en MCTS styrd av fθ som resulterade i en

vektor π lik p. Dragen i π var mycket starkare, läs bättre, än p. Detta tack vare

att en exekvering av MCTS söker de drag som maximerar Q med en variation av

UCB

U(s, a) = cpuct × P (s, a)×
√∑

N(s, b)

1 +N(s, a)

MCTS kan därmed användas som ett verktyg för att förbättra policyn (Silver

m. fl., 2017). Förbättringen av neuronnätet genomfördes med att spela ett spel

mot sig själv och uppdatera neuronnätets värden s̊a att de konvergerar mot π.

Uppdatering av neuronnätet genomfördes med en stokastisk fallande lutnings-

funktion (eng. stochastic gradient descent)

l = (z − v)2 − πT log p + c ‖ θ ‖2

(Silver m. fl., 2017). Det förbättrade fθ användes sedan i nästa spel mot sig själv

för att igen förbättra resultatet mot π.

Figur 8: Rangen av AlphaGo Zero jämfört med övriga pro-
gram. Tagen fr̊an Silver m. fl. (2017).
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P̊a det sättet kunde en expertniv̊a n̊as endast med spel mot sig själv och

detta skedde inom en mycket kortare period än AlphaGo. AlphaGo Zero klarade

av att vinna över AlphaGo redan efter 36 timmar av träning med sig själv, d̊a

AlphaGo tränats i flera månader (Silver m. fl., 2017). I Figur 8 visas rangen av

AlphaGo Zero jämfört med de tidigare bästa datorprogrammen ämnade för att

spela go, AlphaGo Lee och AlphaGo Fan. Det finns en tydlig indikation p̊a att

förstärkt inlärning har kompetensen att uppn̊a och överskrida mänsklig intelligens

i problem som tidigare ansetts utom räckh̊all (Levinovitz, 2014).

5.5 AlphaZero

Efter framg̊angen av AlphaGo Zero började DeepMind sikta in sig p̊a nästa mål.

Målet är att utveckla en förstärkt inlärningsagent som kan endast genom försök

och misstag lösa flera problem utan att den grundläggande arkitekturen behöver

förändras. Detta skulle betyda att en agent kan själv lära sig att lösa problem p̊a en

mänsklig niv̊a. AlphaZero skapades och målet med den var att utan förändringar i

arkitekturen klara av att spela schack, shogi och go. Förstärkta inlärningsagenten

AlphaZero utvecklades med samma grundläggande arkitektur som AlphaGo Zero,

allts̊a ett SL neuronnät fθ och ett MCTS sökträd (Silver m. fl., 2018). En skill-

nad mellan AlphaGo Zero och AlphaZero var att eftersom schack och shogi inte

är symmetriska spel vilket go är var DeepMind tvungna att anta att spelen var

icke-symmetriska. AlphaGo Zero utnyttjade att go-brädet har samma värde än

vilket h̊all det observeras fr̊an. Detta är inte fallet för schack eller shogi där pjäser

endast f̊ar röra sig enligt vad reglerna till̊ater, exempelvis i schack kan en bon-

de endast flytta sig rakt fram och äta en annan pjäs i diagonal riktning framåt.

En annan sak som skiljer sig är att schack och shogi kan sluta oavgjort s̊a det-

ta fick ocks̊a tas i beaktande. Neuronnätet tränades med ett speltillst̊and s och

resultatet var (p, v) = fθ(s). Efter en exekvering av MCTS fr̊an det aktuella

speltillst̊andet st resulterade det i en vektor π. Med resultatet fr̊an ett spel, z,

belönades agenten med −1 för en förlust, 0 för oavgjort och +1 för vinst. Värdena

θ i neuronnätet förbättrades p̊a samma sätt som för AlphaGo Zero, allts̊a med

en stokastiskt fallande lutningsfunktion, sektion 5.4, som minimerade felet fr̊an

den estimerade vinnaren enligt v jämfört med z. De förbättrade värden användes

sedan i följande spel mot sig själv. Resultatet av den förstärkta inlärningen resul-

terade i en agent som inte bara kan spela alla ovannämnda spel men ocks̊a klara

att vinna de tidigare bästa datorprogrammen i schack, shogi och go. AlphaZero

prövades mot AlphaGo Zero i go, Stockfish i schack och Elmo i shogi. Stockfish är
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en av de starkaste datorprogrammen för schack som existerar (CCRL, 2020). El-

mo var 2017 det starkaste datorprogrammet för shogi (The 27th World Computer

ShogiChampionship, 2020).

Presterar bättre efter

Spel Motst̊andare Perioder Timmar Totalt

Schack Stockfish 300,000 4 9

Shogi Elmo 110,000 2 12

Go AlphaGo Zero 74,000 30 312

Tabell 3: Tiden det tog för AlphaZero att prestera bättre
än sina motst̊andare. Totalt är tiden agenten blev tränad i
timmar.

Evalueringen av AlphaZero genomfördes med att träna en instans för var spel.

Var instans tränades enligt följande, nio timmar för schack; tolv timmar för shogi;

tretton dagar för go. I samtliga spel presterade AlphaZero bättre än de andra

datorprogrammen före tiden reserverad för träningen löpt ut, se Tabell 3. Den fullt

tränade versionen av AlphaZero spelade sedan mot sina motst̊andare i samtliga

spel. En match spelades tre timmar och för varje drag reserverades 15 sekunder

som inte räknades till den totala tiden. I go vann AlphaZero 61% av matcherna

mot det tidigare starkaste datorprogrammet AlphaGo Zero. I schack spelades

1,000 matcher och AlphaZero vann 155 stycken utav dem och förlorade endast sex

stycken. Detta är p̊a grund av att schack kan sluta oavgjort och det räknas inte

som en förlust. Även d̊a Stockfish använde sig av vanliga mänskliga spelöppningar

vann AlphaZero varje spel. Det visade att AlphaZero hade lärt sig en stor mängd

av möjliga spel i schack. AlphaZero hade ocks̊a lärt sig att offra spelpjäser i ett

tidigt skede som öppnade upp mer värdefulla spelmöjligheter senare vilket är mera

dynamiskt än tidigare program som endast väljer drag regelmässigt (Silver m. fl.,

2018). I shogi vann AlphaZero 98,2% av matcherna d̊a AlphaZero startade som

svart och 91,2% i överlag. AlphaZero valde ofta att spela en av de tv̊a vanligaste

mänskliga spelöppningarna men väljer efter det ett drag som inte hör till de

vanliga kända dragen. Styrkan hos AlphaZero är till stort tack vare möjligheten

att fokusera sina sök till mera lovande drag och tillst̊and genom tillämpningen

av neuronnätet och MCTS. Jämför AlphaZero som söker genom 60,000 tillst̊and

per sekund i shack mot 60 miljoner för Stockfish och 25 miljoner för Elmo men

för det vinner AlphaZero (Silver m. fl., 2018). AlphaZero blev till en förstärkt
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inlärningsagent som i början var utvecklad för go men tack vare generaliseringen av

den tillät AlphaZero att inte bara spela schack och shogi men spela alla dessa spel

p̊a en niv̊a inte tidigare besk̊adad, se Figur 9. Med detta resultat tog DeepMind

ett steg närmare att utveckla en förstärkt inlärningsagent som kan bemästra alla

tänkbara spel genom att själv lära sig hur man gör det (Silver m. fl., 2018).

(a) Schack. (b) Shogi.

(c) Go.

Figur 9: AlphaZero rang utveckling. Modifierad fr̊an Silver
m. fl. (2018).

6 Diskussion och avslutning

Resultatet av de teknologier och metoder som behandlats i denna avhandling

visar att utvecklingen av en förstärkt inlärningsagent som kan lösa flera problem

är möjlig. Behovet att forma en agent efter ett problem är inte längre ett måste.

Genom utforskning och träning kan agenten själv lära sig lösa problemet den f̊ar.

Denna agent har även kompetensen att överträffa människan i strategiska och
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regelbundna spel vilket i sig inte är en bedrift d̊a en dator kan simulera miljontals

spel under en kort period. Att skapa ett datorprogram som klarar av att vinna

människan i go är av mycket större bedrift. Det har sagts vara utom räckh̊all för

dagens datorer men teknologin diskuterad i denna avhandling har gjort det möjligt

att ”lösa” go (Silver, Hassabis & Google DeepMind, 2016; Levinovitz, 2014).

Monte Carlo sökträd och artificiella neuronnät har möjliggjort en effektivare

informationsbehandling för beslutsfattande. Där tidigare metoder för att lösa q∗

för ett spel inte har räckt till har MCTS och neuronnät gjort det möjligt att uppn̊a

ett godtyckligt nära resultat till q∗. En jämförelse av styrkan för de olika agentera

i Figur 9c visar att en helt självlärd agent med hjälp av MCTS och neuronnät kan

bli bättre än en agent som lär sig av mänskliga drag. Den mänskliga information

kan tänkas vara icke optimal och är endast en vane sak för människan, exempelvis

öppningsdrag i schack.

Utvecklingen av en förstärkt inlärningsagent som kunde lösa alla problem den

f̊ar, givet tillräckligt med processorkraft och tid, kan vara en intressant idé att

studera i framtiden. Om ett problem kan formaliseras som ett teoretiskt spel kan

det d̊a vara möjligt att tillämpa förstärkt inlärning för att komma fram till pro-

blemets optimala lösning. En handling kan kartläggas till en belöning och vad den

belöningen är formar problemets lösning, allts̊a m̊alet för agenten. En måldriven

agent kan söka sig till en nästan optimal lösning genom utforskning och utnyttjan-

de i problemets omgivning. En simulering av problemet är dock nästan ett krav

för att lösa problem inom en rimlig tid. Agenten som är helt självlärd kan ge-

nom att tillämpa dessa metoder utveckla en intuition som tidigare endast funnits

hos människan och detta kan leda till mera mänskliga datorprogram. Däremot är

styrkan hos förstärkt inlärning att verka mänsklig inte det viktigaste utan dess

kompetens att genom m̊almedvetenhet söka sig till en optimal lösning p̊a problem

viktigare.

Det kan vara av intresse att utveckla en generell förstärkt inlärningsagent som

kan ges ett formaliserat problem och reglerna för problemet och med detta hitta

en godtycklig lösning p̊a problemet inom en rimlig tid. Detta kan öppna dörrar för

att lösa problem som forskare för tillfället anser för komplexa för dagens datorer.
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http://www2.computer-shogi.org/wcsc27/index e.html

Buduma, N. & Locascio, N. (2017). Fundamentals of deep learning: Designing

next-generation machine intelligence algorithms (1st utg̊avan). O’Reilly Media,

Inc.

CCRL. (2020). CCRL 40/15 Complete rating list. CCRL team. Hämtad 2020-03-
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